idp
INSTITUTO BRASILEIRO DE ENSINO, DESENVOLVIMENTO E PESQUISA

CURSO DE ECONOMIA

PREVISAO DE RETORNOS DO BITCOIN: UMA ABORDAGEM COMPARATIVA
ENTRE MODELOS ARIMA E LSTM INTEGRADOS COM DADOS DE TENDENCIAS DO
GOOGLE

WILLIAN PINHEIRO TORMIN

Brasilia - DF
2024



WILLIAN PINHEIRO TORMIN

Previsédo de Retornos do Bitcoin: Uma Abordagem Comparativa Entre Modelos ARIMA e
LSTM Integrados com Dados de Tendéncias do Google

Trabalho de Conclusdo de Curso apresentado ao
Programa de Graduagdo em Economia, do Instituto
Brasileiro de Ensino, Desenvolvimento e Pesquisa
(IDP), como parte dos requisitos para obtengdo do
titulo de Bacharel em Economia.

Aprovado em: 04 /12 /24

Banca Examinadora:

Prof. DANIEL TAVARES DE CASTRO - Professor Orientador
Instituto Brasileiro de Ensino, Desenvolvimento e Pesquisa (IDP)

Prof. ALEXANDRE MAGNO
Instituto Brasileiro de Ensino, Desenvolvimento e Pesquisa (IDP)

Prof. CLAUDIO CARDOSO FLORES
Pontificia Universidade Catolica do Rio de Janeiro (PUCRJ)

Brasilia - DF
2024



LISTA DE ABREVIATURAS E SIGLAS

AIC — Akaike Information Criterion

ARIMA — Autoregressive Integrated Moving Average
ARIMAX — Autoregressive Integrated Moving Average with Exogenous Variables
ASIC — Application-Specific Integrated Circuit

BTC — Bitcoin

CNN — Convolutional Neural Network

dApps — Decentralized Applications

DeFi — Decentralized Finance

ETH — Ether (criptomoeda nativa da plataforma Ethereum)
GA — Genetic Algorithm

GRU - Gated Recurrent Unit

LSTM — Long Short-Term Memory

MAE — Mean Absolute Error

MAPE — Mean Absolute Percentage Error

NLP — Natural Language Processing

PoS — Proof of Stake

PoW — Proof of Work

RMSE — Root Mean Square Error

S&P500 - Standard & Poor's 500

SVM - Support Vector Machine

UTC — Coordinated Universal Time

VIX —Volatility Index



Sumario

IO a1 (0o [0 o%: o TSRS 2
1.1 ConteXtUlZAGAO U0 TEIMA ..ottt ettt b bt b et e et b bt b e e 3
1.2 ProDIEM@A 08 PESGUISA ......cveiieeieiiicie ettt sttt et et et sae e b e s be e seestestaeneesbeeteebesreennenreens 6
1.3 HIPOLESES A8 PESTUISA. ...ttt sttt bbb bbbkt b b n bbbt b b e bt enas 7
IR TR T oo (=TI o (o1 o | SRS 7
1.3.2HIPOLESES SECUNUAITAS: ... e.vievteieteiete etttk b bbbt b et b et b e bt e et b st b ene b e e 7
1.4 Objetivos Geral € ESPECITICOS. ......ucviiiiieiiiice ettt e s be e s beera e tesneeseenre e 7
@ o1 (1Y o 1T - | SSRS S 7
1.4.2 ODjJetiVOS ESPECITICOS ...ttt bbbttt bbbt bt enes 7
1.5 DelimitaGio do ESCOPO A0 ESTUAD........cciiiiiirieieieieieisie sttt sttt st e 8
1.6 JUSEITICALIVA 0O TIMA.....c.uitiiieeiieiiei ettt bbbt b bbbttt b e bt bbb e n e 9
1.7 Organizago 00 ESTUD ........ouiieieieiisiisie sttt sttt sttt n ettt se e e enes 10
2. FUNCAMENLAGAD TEOMICA. ....vveuvveeeteieie ettt bbbttt b et b etk bbbt e e b b nene b 11
2.1 Modelos Tradicionais de PrevisSa0 FINANCEITA..........ccuiriiiriiiieisieesiet e 11
2.2 Avangos em Previsdo com MacChing LEAMING ......cooviiiiiiiierieieieeeee et 12
2.3 ComparagOes de Modelos e Abordagens Hibridas. ..o 12
2.4 Variaveis Exdgenas na Previsdo de Precos de CriptOmMOBUAS ........ccceverveieierierienienieieeeee s 13
2.5 ImplicacgOes para INvestidores e PESQUISAS FULUIAS ...........cuciriirieieiiisisiise et 13
K1Y 1= (oo (o] [o] o - VRSO O S UPOSP 14
3.1 MELOUO dE ADOTTAGEM ......eeuiiiieteieie ettt bbbttt b et b et et b b et et ne b e b b e b neanas 14
3.2 THPO B PESOUISA. ....veeuiiitiitieiie ettt sttt st e st e st e s te st e st e e te e st e saeessesbesseesbesbeeseesbeebaentesbeeseebesaeesresteeneenreares 14
3.3 COlEA B DAUDS. ... ettt bbbt bbb bbbttt bbb bbb e 14
3.4 Preparacgao e Pré-processamento A& DAU0S .......c.cveiiiriiirieiieieie sttt 15
3.5 CONSEIUGAD A0S IMOUEIOS ...ttt bbbttt sttt 16
TR TR1V/CoT [=] (o N 11 ST 16
IR T2 1V, [ 1= [o N IS I ST 16
3.5.3 Modelo LSTM integrado @0 PYTTENUS ........ccuiiiiiiriiiiisieite sttt 17
3.6 Comparacdo de Capacidade d0S MOGEIOS .........cceeieiieiieeeese et eees 18
3.7 Treinamento A0S MOUEIOS ..ottt bbb e 18
3.7.1Treinamento dO ARIMA ... ettt r e 18
3.7.2 Treinamento doS MOUEIOS LSTIM.......oiuiiiiiiiiicieit ettt 19
IR T E1 g Tox: Ta I (1S I = To o 3T 19
3.8.1 CONJUNTOS A8 TESEE ...ttt stttk bbbtttk b bbbttt ettt b et nb bt 19
3.9 Critérios de Avaliagao d0S MOUEIOS. ........ccueiiiiieieicece ettt e neens 20

A, RESUITAOOS € DISCUSSAD. ... uvvveetteeeesieeteeeeteeeesssse e eeeteeesasae s eeeeteeessssassaeeetesesssassssaeeetasssssassseaeeetesessssrrareenenes 20



4.1 Analise EXPIOratoria doS DAUOS .........cccoeiiiiriiiiiieiieie ettt bttt 20

4.2 ReSUItAd0S A0S MOUEIOS ........c.viviiiiiieiiiit bbbttt 21
5. CONCIUSOES € RECOMENUAGDTES ........eeveviteietere ettt bttt b b ar e nen e 23
5.1 CONCIUSBES GEIAIS ...ttt ettt b bbb bbb bbb bbbt bbbt en e anas 23
5.2 IMPIICAGOES PIALICAS ...ttt b bbbt b et b et bbbt bbbt b b e et enas 24
5.3 LIMItaCOES U0 ESTUTOD ...ttt bbbt n e 25
5.4 Recomendacdes para PESQUISAS FULUIAS..........cviveiieiieie i st se et ste st s te st sre et snaesnesteeneesreens 25

6. RefEr@nCias BiDHOGIATICAS. ........oveiiieiiiecie bbbttt 28



Resumo

A previsdo de retornos financeiros € um dos maiores desafios enfrentados por economistas,
especialmente em mercados altamente volateis como o de criptomoedas. Este estudo buscou
compreender como diferentes abordagens preditivas, representadas pelos modelos ARIMA e LSTM,
podem capturar a complexidade dos retornos do Bitcoin. Partindo da premissa de que fatores externos,
como o comportamento coletivo expresso nas tendéncias de busca, podem influenciar os retornos,
investigou-se se a inclusdo dessas variaveis, melhora a capacidade preditiva dos modelos. Os
resultados mostraram que o ARIMA, apesar de simples, apresentou maior estabilidade em métricas
como RMSE e MAE. Por outro lado, 0 LSTM demonstrou maior habilidade para capturar padrdes nao
lineares, ainda que tenha mostrado limitacfes em sua precisdo percentual. A inclusdo de variaveis
externas, como dados do Google Trends, ndo gerou uma melhora significativa nos resultados,
sugerindo que ajustes mais robustos sdo necessarios para explorar plenamente o potencial dessas
informagdes.

Palavras-chave: Bitcoin, Previsdo Financeira, Modelos ARIMA, Redes Neurais LSTM, Tendéncias
de Busca.

Abstract

Forecasting financial returns is one of the greatest challenges faced by economists, particularly in
highly volatile markets such as cryptocurrencies. This study aimed to understand how different
predictive approaches, represented by ARIMA and LSTM models, can address the complexity of
Bitcoin returns. Based on the premise that external factors, such as collective behavior expressed
through search trends, influence prices, this research investigated whether the inclusion of these
variables improves model predictive capabilities. Results indicated that ARIMA, despite its simplicity,
showed greater stability in metrics such as RMSE and MAE. Conversely, LSTM exhibited superior
ability to capture nonlinear patterns, though it displayed limitations in its percentage accuracy. The
integration of exogenous variables, such as Google Trends data, did not significantly enhance the
results, suggesting the need for more robust adjustments to fully explore the potential of this
information. This study contributes to the understanding of how behavioral and technical factors can
be integrated into predictive modeling, highlighting the opportunities and challenges inherent to
disruptive financial markets.

Keywords: Bitcoin, Financial Forecasting, ARIMA Models, LSTM Neural Networks, Search
Trends.



1. Introducéao

Segundo Karameshinova, E. A. (2023), “Pela primeira vez na histdria, gracas aos recentes avangos na
tecnologia blockchain, foi possivel transferir valor de qualquer ponto do mundo sem o uso de um intermediério.
A este fendmeno deu-se o0 nome de Criptomoeda.”

A répida aceitacdo das criptomoedas desde o inicio dos anos 2000 é impulsionada por uma combinacao
de avancos tecnoldgicos e mudancas na percepc¢do social sobre valor e utilidade na economia, e como resultado,
0 ambiente das criptomoedas se caracteriza por sua dindmica e volatilidade, com flutuacfes de precos abruptas
e imprevisiveis. O Bitcoin, sendo a primeira e mais proeminente criptomoeda, exemplifica essas caracteristicas,
tornando-se um ativo de grande interesse especulativo, além de servir como uma reserva de valor para alguns
investidores.

A emergéncia das criptomoedas representa uma inovacdo sem precedentes na histdria financeira global,
possibilitada pelos avangos recentes na tecnologia do blockchain, o funcionamento das criptomoedas é
sustentado por esta tecnologia, que pode ser entendida como um livro-razéo digital distribuido. Imagine uma
cadeia composta de blocos, onde cada bloco contém um conjunto de transagdes recentes e uma conexdo
criptogréfica ao bloco anterior. Essa ligacdo forma uma cadeia cronoldgica, que ndo pode ser alterada sem o
consenso de todos os participantes da rede, garantindo transparéncia e seguranca. Por exemplo, se alguém
tentasse modificar uma transagdo antiga, isso quebraria a cadeia, e o sistema rapidamente identificaria a tentativa
de fraude. A descentralizacdo do blockchain é uma caracteristica essencial: nenhuma entidade Unica controla a
rede, o que reduz custos e aumenta a eficiéncia, especialmente quando comparado a sistemas bancérios
convencionais.

Antes do surgimento das criptomoedas, qualquer transacao financeira internacional exigia a mediagado
de instituicGes financeiras centralizadas, que regulavam o fluxo de capital, adicionando camadas de custo e
complexidade, agora, gracas a arquitetura descentralizada do blockchain, o dinheiro pode ser movimentado de
maneira direta, rapida e segura, de forma que cada transacéo é validada e armazenada em um registro publico e
imutéavel, acessivel a todos.

O conceito de criptomoeda, exemplificado pelo Bitcoin, foi idealizado em 2008 por Satoshi Nakamoto,
gue vislumbrou a criacdo de um sistema de dinheiro eletrénico peer-to-peer. Isso significa que as transacoes
poderiam ser realizadas diretamente entre duas partes, sem a necessidade de um intermediario central para
verificar ou registrar a operagdo, abrindo caminho para uma nova classe de ativos financeiros que se destacaram
por sua complexidade e pelo potencial de transformar o sistema financeiro tradicional.

Enquanto o mercado de criptomoedas oferece inovagéo e possibilidades disruptivas, 0 mercado de a¢6es
permanece um componente fundamental da economia global, sendo amplamente regulado e mais previsivel.
Diferente das criptomoedas, 0 mercado de agdes oferece um ambiente relativamente estavel para a alocagédo de
capital e a geracdo de riqueza, embora também seja influenciado por fatores econdémicos e politicos. Ambos o0s

mercados, no entanto, compartilham uma caracteristica: a sensibilidade a eventos externos. Seja a volatilidade



do Bitcoin diante de mudancas regulatérias ou a reacdo do indice S&P 500 a uma crise econdmica, a dindmica
de precos é uma funcdo de multiplos fatores, incluindo os sociais.

Nesse contexto de mercados interconectados, as redes sociais tém emergido como uma forca
poderosa, moldando a percepcdo publica e influenciando comportamentos de investimento.
Plataformas como Twitter, Reddit e Facebook servem como canais rdpidos e eficazes para a
disseminacdo de informacOes, desde analises de especialistas até rumores nao verificados. Por
exemplo, uma Unica postagem viral sobre uma atualizacéo tecnolédgica no Ethereum pode desencadear
uma onda de compra, enquanto um boato de regulamentacdo mais rigorosa pode precipitar uma venda
em massa de Bitcoin. O impacto das redes sociais € tdo significativo que se tornou um fator a ser
considerado nas analises de mercado, seja para ativos tradicionais ou para criptomoedas, dada sua

capacidade de amplificar sentimentos e influenciar movimentos de preco.

1.1 Contextualizacdo do Tema

Desde a criacdo da internet em 1969, 0 mundo tem experimentado um progresso tecnolégico
sem precedentes, especialmente em areas que revolucionaram a comunicagdo e 0 processamento de
informacdes. Essas inovagOes ndo apenas transformaram os aspectos cotidianos da vida moderna, mas
também redefiniram profundamente a estrutura da economia global.

No ano de 2024, o mercado de criptomoedas continua a alcancar novos patamares, refletindo
sua crescente relevancia na economia global. A capitalizagdo de mercado total das criptomoedas
atingiu aproximadamente US$ 2,4 trilhdes, consolidando sua posi¢do como um importante segmento
financeiro que atrai a atencdo de investidores institucionais, empresas multinacionais e até mesmo
governos de diversos paises. Este crescimento é impulsionado por uma combinacdo de adocdo
tecnoldgica, reconhecimento como uma classe de ativos alternativos e mudangas macroeconémicas
que favorecem a diversificacdo de investimentos.

Um exemplo marcante desse avanco foi o desempenho do Bitcoin, que atingiu um valor recorde
de US$ 73.777 em 14 de margo de 2024. Esse aumento de preco foi impulsionado por uma série de
fatores, incluindo a adogdo crescente por parte de grandes instituigdes financeiras, o interesse renovado
de investidores buscando protegéo contra a inflagdo e a implementacédo de novas politicas regulatérias
que deram maior legitimidade ao uso das criptomoedas em mercados tradicionais. Com o Bitcoin
mantendo sua posi¢do como a criptomoeda mais valiosa, sua dominancia no mercado representou mais
de 50% da capitalizacdo total, destacando sua importancia no ecossistema cripto. Alem do Bitcoin, o
setor de criptomoedas abrange mais de 10.000 ativos digitais diferentes, cada um com suas proprias

caracteristicas e inovagdes tecnoldgicas.



Figura 1 - Histérico de pregos do Bitcoin (2018-2024)
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Fonte: Elaborado pelo autor com dados extraidos do Yahoo Finance (2024).

O grafico apresenta o histdrico dos precos de fechamento ajustados do Bitcoin, em dolares
americanos (USD), no periodo de 2018 a 2024. A linha azul retrata as variacGes diarias no preco de

fechamento ajustado, evidenciando a alta volatilidade caracteristica do ativo.

O mercado de criptomoedas tem sido resiliente as crises econémicas,
politicas e relacionadas com a pandemia globais. Embora a economia global
estivesse preparada para uma recuperacgao saudavel da cadeia de abastecimento
e das crises pandémicas, a recente invasdo russa da Ucrania levou a um
interesse renovado na utilizacdo de criptomoedas para 0 comércio, como
moedas de reflgio seguro, e para evitar san¢bes. Além disso, a inflacdo
continua a atingir os ativos tradicionais, a medida que os investidores reagem
a erosdo dos valores da sua riqueza.” (Liu, Li, Nekhili, Sultan, 2023).

O Ethereum, por exemplo, continua a se destacar com a crescente adocdo de suas aplicacdes
descentralizadas (dApps) e o impacto positivo de sua transicdo para o mecanismo de prova de
participacdo (Proof of Stake). No geral, 0 aumento da capitalizacdo do mercado cripto demonstra o
interesse continuo e a confianca dos investidores em uma classe de ativos que, apesar de sua
volatilidade, oferece oportunidades Unicas em um mundo financeiro cada vez mais digitalizado e
descentralizado.

A previsdo dos retornos de ativos financeiros sempre foi um desafio significativo para
economistas e analistas de mercado, mas o surgimento das criptomoedas elevou essa complexidade a

um novo patamar. Ao contrario dos ativos financeiros tradicionais, como acbes e titulos, as



criptomoedas sdo influenciadas por uma ampla gama de fatores ndo lineares, que incluem avancos
tecnoldgicos, regulamentacdes em constante evolugdo, sentimentos de mercado amplificados pelas
redes sociais e eventos macroeconémicos globais.

Entre os principais fatores que afetam a formag&o dos retornos das criptomoedas, temos:

- Sentimento do Mercado: Noticias, rumores e discussdes em plataformas como Twitter e
Reddit podem causar oscilacbes rapidas e intensas, afetando diretamente o comportamento dos
investidores e, consequentemente, 0s retornos.

- Desenvolvimentos Tecnoldgicos: Atualizagdes no protocolo das criptomoedas, como o
"Merge" da rede Ethereum, tém impactos diretos na percepc¢éo de valor e na adocao dessas tecnologias.

- Regulamentacdes: Mudancas nas politicas de governos ao redor do mundo, sejam elas
favoraveis ou restritivas, afetam a confianca no mercado e a demanda por esses ativos.

- Eventos Macroeconémicos: Situagcdes globais, como crises financeiras ou politicas
monetarias expansionistas, podem aumentar o apelo das criptomoedas como ativos de reflgio ou
investimentos especulativos.

A medida que as criptomoedas ganham mais relevancia no cenério financeiro global, a analise
dos fatores que determinam os retornos desses ativos torna-se cada vez mais complexa e desafiadora.
Modelos tradicionais, como ARIMA, frequentemente falhnam em capturar a natureza nao linear e
volatil dos mercados de criptomoedas. Por essa razdo, modelos avangados, como redes neurais Long
Short-Term Memory (LSTM), sdo particularmente eficazes em lidar com séries temporais financeiras.

A integracdo de dados de tendéncias de busca é uma abordagem emergente que reconhece 0
papel das buscas online na formacdo do sentimento de mercado. O indice do Google Trends sintetiza
0 interesse publico sobre determinados temas e fornece insights valiosos para a previsao de
movimentos no mercado financeiro. Um aumento no volume de buscas por "Bitcoin”, por exemplo,
pode refletir tanto o crescente interesse dos investidores quanto suas preocupagdes, funcionando como
um proxy para o comportamento coletivo. Estudos como os de Kristoufek (2013) e Preis, Moat e
Stanley (2013) indicam que esses picos de interesse geralmente precedem flutuac6es significativas nos
retornos, sugerindo que a percepcao publica afeta diretamente o mercado. Incorporar estas informacdes
em modelos preditivos pode melhorar a precisdo das previsdes, uma vez que capta a influéncia do
comportamento das massas nos retornos das criptomoedas.

O processo de mineracdo do Bitcoin € fundamental para manter a seguranca e integridade da
rede. A mineracdo envolve a resolucdo de problemas matematicos complexos, usando hardware
especializado, como ASICs (Application-Specific Integrated Circuits). Esses problemas sdo tdo
dificeis que exigem um enorme poder computacional, e 0 minerador que resolve o problema primeiro,

valida um bloco de transagdes, que é entdo adicionado ao blockchain. Esse método, conhecido como



prova de trabalho (Proof of Work, PoW), garante a descentralizacdo da rede, mas consome uma
quantidade significativa de energia, gerando preocupacGes ambientais. O consumo de energia
associado & mineragdo de Bitcoin tem sido criticado por sua escala, que muitas vezes é comparada ao
consumo energético de paises inteiros.

Para abordar essas limita¢des, outras criptomoedas adotaram métodos alternativos de consenso.
Por exemplo, o Ethereum, lancado em 2015 por Vitalik Buterin, introduziu funcionalidades
revolucionarias ao conceito de blockchain, como os contratos inteligentes (smart contracts). Contratos
inteligentes sdo scripts que executam automaticamente os termos de um contrato quando as condigdes
pré-definidas sdo atendidas, sem a necessidade de intermediarios. Essa inovacdo expandiu as
possibilidades de aplicacdo da tecnologia blockchain, permitindo o desenvolvimento de uma vasta
gama de aplicacdes descentralizadas (dApps), que abrangem desde financas descentralizadas (DeFi)
até jogos e sistemas de governanca descentralizada.

Em 2022, o Ethereum passou por uma atualizacéo significativa chamada "The Merge", na qual
migrou do modelo de prova de trabalho (PoW) para o modelo de prova de participacdo (Proof of Stake,
PoS). Diferentemente da mineracéo de Bitcoin, onde mineradores competem para resolver problemas
matematicos, o ‘PoS’ seleciona validadores com base na quantidade de criptomoedas que eles possuem
e estdo dispostos a "travar" como garantia. O token nativo da rede Ethereum, o Ether (ETH),
desempenha maultiplas funcGes. Ele é usado para pagar taxas de transacdo na rede, atuar como moeda
de troca dentro do ecossistema Ethereum e serve como um ativo especulativo, cujo valor € influenciado
por fatores diversos. Esses fatores incluem avancos tecnoldgicos, como a implementacdo de novas
funcionalidades no blockchain, mudancas nas regulamentacdes, a crescente adocdo de dApps, € o

comportamento geral do mercado.

1.2 Problema de Pesquisa

O mercado de criptomoedas apresenta uma dinamica altamente volatil e sensivel a uma série
de fatores exdgenos, especialmente o Bitcoin, que tem se mostrado desafiador para previsdo. Diante
dessa complexidade, surge a necessidade de desenvolver modelos preditivos eficazes, que possam
capturar a natureza multifacetada desses fatores e fornecer previsdes mais assertivas.

Entretanto, parece haver uma lacuna na literatura quanto a comparacgéo de modelos tradicionais
de séries temporais, como 0 ARIMA, e modelos mais modernos baseados em redes neurais, como 0
LSTM, especialmente quando integrados a dados de tendéncias do Google.

Assim, o problema de pesquisa que se pretende responder é: Quais sdo as diferencas de

desempenho entre os modelos ARIMA e LSTM na previsdo dos retornos do Bitcoin,



considerando a integracdo de dados de tendéncias do Google? Esta questdo se desdobra em um
esforco para entender qual dos modelos apresenta maior precisdo, menor erro € maior capacidade de
captura da dindmica do mercado quando complementado por variaveis externas, como as de interesse

popular pelo ativo.

1.3 Hipdteses da Pesquisa
1.3.1 Hipdtese Principal:

A inclusdo de dados de tendéncias de busca (como os obtidos via Google Trends) em modelos
de redes neurais LSTM melhora significativamente a precisdo das previsdes de retornos do Bitcoin,

em comparagcdo com modelos que usam apenas dados historicos financeiros.

1.3.2Hipoteses Secundarias:

- Dados de tendéncias de busca servem como indicadores de movimentos de retornos no
mercado de criptomoedas, proporcionando um ganho de preciséo na previsao.

- A combinacdo de variaveis externas com dados financeiros histéricos em modelos LSTM

resulta em um modelo mais robusto, capaz de ajustar-se melhor a mudancas subitas no mercado.

1.4 Objetivos Geral e Especificos
1.4.1 Objetivo Geral

O objetivo geral deste estudo é investigar o impacto da incorporacédo de dados de tendéncias de
busca em modelos de redes neurais LSTM na previsdo dos retornos do Bitcoin, com o intuito de

aumentar a precisao e a robustez das previsées em um mercado notoriamente volatil.

1.4.2 Objetivos Especificos

Analisar o efeito das variaveis externas: Investigar como dados de tendéncias de busca
afetam a precisdo dos modelos de previsdo dos retornos, comparando o desempenho com modelos que
utilizam apenas dados historicos financeiros.

Desenvolver e treinar modelos LSTM: Construir modelos de redes neurais LSTM que
incorporem mdltiplas fontes de dados, como pregos histéricos e os dados de busca.

Avaliar a precisdo dos modelos preditivos: Aplicar métricas como Root Mean Squared Error

(RMSE), Mean Absolute Error (MAE), Mean Absolute Percentage Error (MAPE), para medir o desempenho
dos modelos.



Comparar modelos com e sem variaveis exdgenas: Realizar uma analise comparativa para
identificar se a inclusdo de dados de tendéncias, resulta em um modelo mais eficaz.

Propor recomendacOes para aprimoramento: Baseado nos resultados, sugerir melhorias e
futuras direcOes de pesquisa para o desenvolvimento de modelos mais eficientes no contexto de

previsdo de precgos de criptomoedas.

1.5 Delimitacéo do Escopo do Estudo

O presente estudo delimita-se a analisar os fatores determinantes que influenciam os retornos
das criptomoedas, com um foco especial na aplicacdo de modelos de redes neurais Long Short-Term
Memory (LSTM) e na incorporacdo de dados externos, como as tendéncias de busca. Para assegurar a
precisao e relevancia da andlise, o escopo do estudo sera definido da seguinte forma:

Periodo de Andlise: A pesquisa abrangera o intervalo de janeiro de 2018 até outubro de 2024.
Essa escolha se justifica por incluir uma série de eventos significativos, como grandes flutuacGes de
preco, atualizagdes tecnoldgicas relevantes e mudancas regulatérias que impactaram o mercado de
criptomoedas. O periodo selecionado também permite uma analise robusta dos padrGes de
comportamento do mercado, incluindo fases de alta e baixa volatilidade.

Criptomoedas Focadas: A analise seré restrita ao Bitcoin, que foi selecionado por ser a principal
criptomoeda do mercado, representando aproximadamente 45% da capitalizacdo total das
criptomoedas (COINMARKETCAP, 2024). O Bitcoin ndo sé é a primeira criptomoeda a ser lancada,
estabelecendo as bases para o ecossistema atual, mas também continua a ser a mais negociada e
reconhecida globalmente, influenciando de forma significativa o0 movimento de todo o mercado de
criptomoedas. Embora outras criptomoedas, como Ethereum, Litecoin e Tron, também sejam
relevantes devido as suas inovacgdes e adoc¢des especificas, o foco deste estudo sera exclusivamente no
Bitcoin, por ser a criptomoeda de maior capitalizacdo de mercado.

Variaveis Externas: Este estudo integrara dados de tendéncias de busca (provenientes de
ferramentas como Google Trends). A analise dessa variavel ajudara a entender como o interesse
publico e o sentimento geral afetam os movimentos de pregos.

Modelo de Previsdo LSTM: A pesquisa usara redes neurais LSTM para modelar séries
temporais complexas, com foco em capturar a ndo linearidade e a alta volatilidade dos precos das
criptomoedas. O modelo sera treinado com dados financeiros historicos combinados com variaveis
externas, para avaliar o impacto dessas informac6es adicionais na precisao das previsoes.

Revisdo de Literatura: A base teorica sera construida a partir de artigos cientificos e estudos

publicados internacionalmente, com foco em pesquisas que exploram o uso de aprendizado profundo



e modelos preditivos em mercados financeiros. A literatura revisada oferecera suporte a metodologia

e ajudara a contextualizar os achados do estudo dentro de um panorama global.

1.6 Justificativa do Tema

Na revisdo de literatura, Fang (2022, p. 3) realiza uma pesquisa multidisciplinar abrangente,
destacando que "this paper provides a comprehensive survey of 146 cryptocurrency trading papers,
across different academic disciplines such as finance and economics, artificial intelligence and
computer science”. Complementando essa analise, Nazareti Reddy (2023, p. 11) revisa a literatura
sobre a previsdo de pregos de criptomoedas especificas, afirmando que "this section reviews the
literature on predicting prices of specific cryptocurrencies like Bitcoin, Ethereum, Litecoin, Monero,
Dogecoin, and many more".

A volatilidade caracteristica das criptomoedas, aliada a uma série de fatores tecnoldgicos,
sociais e econdmicos, torna sua anélise uma tarefa complexa que demanda abordagens inovadoras. A
utilizacdo de modelos de aprendizado profundo, como redes neurais Long Short-Term Memory
(LSTM), é especialmente pertinente para lidar com a natureza nao linear e dindmica do comportamento
de retornos das criptomoedas.

A escolha de investigar o impacto de varidveis externas, como tendéncias de busca, se justifica
pela crescente influéncia dessas informacgdes no mercado financeiro. Dados de tendéncias de busca
refletem o interesse publico em tempo real, 0 que pode antecipar movimentos de mercado. A
integracdo dessas variaveis com modelos LSTM representa uma abordagem inovadora e ainda pouco
explorada na literatura, contribuindo significativamente para o campo de previsdo de retornos
financeiros.

Este trabalho também ¢é relevante pela sua contribuicdo pratica. Investidores, analistas
financeiros e gestores de portfélio poderao utilizar os achados da pesquisa para desenvolver estratégias
de investimento mais informadas e robustas, minimizando riscos em um ambiente de alta volatilidade.
Além disso, as descobertas podem servir como base para o desenvolvimento de regulamentag¢6es mais
eficazes, ao demonstrar como fatores externos, como o interesse publico, impactam os retornos das
criptomoedas.

Do ponto de vista académico, o estudo aborda lacunas importantes na literatura atual,
especialmente no que se refere ao uso combinado de aprendizado profundo e variaveis exogenas para
previsdo de retornos. Enquanto a maioria dos estudos existentes foca em analises financeiras
tradicionais ou em modelos estatisticos lineares, esta pesquisa propde uma metodologia que captura a

complexidade inerente ao mercado de criptomoedas. Assim, ela contribui para o avanco teorico e



metodoldgico na analise de ativos financeiros emergentes, ampliando a compreensdo de como
diferentes fatores interagem para influenciar o comportamento dos retornos.

Em suma, a relevancia deste trabalho esta em sua capacidade de integrar tecnologia, analise de
dados e finangas para oferecer insights valiosos em um campo de pesquisa que continua a evoluir
rapidamente. Ao aplicar técnicas modernas de aprendizado de maquina e explorar variaveis que séo
cada vez mais influentes no comportamento do mercado, este estudo se posiciona como uma

contribuicdo para a pratica no setor financeiro.

1.7 Organizacéao do Estudo

Este trabalho esté estruturado em cinco partes principais, organizadas da seguinte forma:

Introducdo: A primeira parte apresenta uma explicacdo dos conceitos centrais relacionados as
criptomoedas, incluindo a tecnologia blockchain e a importancia do Bitcoin no contexto financeiro
atual. Além disso, sdo discutidos os desafios da previsdo dos retornos das criptomoedas e a relevancia
de modelos preditivos avangados, como redes neurais Long Short-Term Memory (LSTM).

Fundamentacdo Tedrica: A segunda parte oferece uma revisdo da literatura relevante ao tema.
Sdo abordadas pesquisas nacionais e internacionais que sustentam o estudo, discutindo o uso de
modelos de aprendizado profundo na previso de ativos financeiros e o impacto de varidveis externas,
como dados de tendéncias de busca, na modelagem preditiva. Também sdo analisadas as caracteristicas
do mercado de criptomoedas e a volatilidade inerente desses ativos, que justificam o uso de abordagens
inovadoras na previsao de retornos.

Metodologia: A terceira parte descreve a metodologia adotada no estudo, detalhando as etapas
de coleta, tratamento e analise dos dados. Inclui-se a descri¢do das fontes de dados utilizadas (como
dados financeiros histéricos e tendéncias do Google), a justificativa para a escolha dos modelos
ARIMA e LSTM, e o detalhamento do processo de construcdo dos modelos. Também sdo explicadas
as meétricas de avaliacdo aplicadas (RMSE, MAE, MAPE) e o processo de integracdo das variaveis
externas.

Resultados e Discussdo: A quarta parte apresenta os resultados obtidos com os modelos
preditivos, comparando o desempenho dos modelos ARIMA e LSTM, com e sem a incluséo de
variaveis externas. A discussdo é feita a luz das hipdteses formuladas, destacando os pontos fortes e
limitacOes de cada abordagem. Além disso, sdo discutidas as implicacGes dos resultados para a préatica
no setor financeiro.

Consideracdes Finais: A ultima parte resume as principais contribui¢6es do estudo, ressaltando

sua relevancia pratica. Sao apresentadas as conclusfes sobre o impacto da incorporagdo de dados de
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tendéncias de busca na previsao dos retornos do Bitcoin e sdo sugeridas possiveis direcdes para futuras
investigacOes, como a inclusdo de novas variaveis exogenas e o teste de diferentes abordagens de
aprendizado de maquina. Além disso, sdo discutidos os beneficios dos achados para investidores,
reguladores e a academia, destacando a importancia de métodos avangados de previsdo para 0 mercado

das criptomoedas.

2. Fundamentacéo Tedrica

2.1 Modelos Tradicionais de Previsdo Financeira

Os modelos estatisticos tradicionais, como 0 Modelo Autorregressivo Integrado de Médias
Moveis (ARIMA), sdo utilizados para a analise de séries temporais financeiras devido a sua estrutura
relativamente simples, que combina trés componentes principais: autorregressao (AR), integracéo (I)
e médias méveis (MA). O ARIMA é eficaz em capturar padrdes lineares, mas carece de capacidade
para lidar com ndo linearidades, uma caracteristica marcante nos pregos das criptomoedas, que séo
altamente volateis e influenciados por multiplos fatores exdgenos.

Karameshinova (2023) aplicou o modelo ARIMA para prever os precos do Bitcoin,
considerando varidveis como Ethereum, ouro, petroleo, o indice S&P500 e o VIX (indice de
volatilidade). A pesquisa utilizou dados de junho de 2019 a maio de 2023 e empregou testes de
correlacdo e causalidade de Granger para avaliar as relacdes entre essas variaveis. Apesar do uso da
funcdo ‘auto_arima()’ para a automatizacdo do processo de modelagem, o estudo mostrou que o
ARIMA teve dificuldades em capturar completamente o impacto das variaveis externas, mesmo apés
ajustes manuais. O modelo final identificado, ARIMA (4,1,2), foi relativamente eficaz, mas apresentou
limitacBes, sugerindo que métodos mais sofisticados poderiam ser necessarios para lidar com a
complexidade dos dados.

O estudo de Corréa (2023) comparou 0 ARIMA com o0 modelo PROPHET, uma ferramenta
de previséo desenvolvida pelo Facebook que é mais flexivel para capturar tendéncias sazonais e efeitos
de longo prazo. Corréa utilizou dados histdricos de fechamento diario do Bitcoin de 2014 a 2018 e
implementou transformagdes, como a logaritmizacao e a diferenciagéo, para tornar a série estacionaria.
A andlise revelou que o PROPHET foi mais eficiente em prever oscilagdes de preco em periodos mais
longos, enquanto 0 ARIMA se mostrou adequado apenas para previsdes de curto prazo, com perda de

precisdo em periodos mais volateis.
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2.2 Avancos em Previsdo com Machine Learning

A complexidade e a natureza ndo lineares dos mercados de criptomoedas levaram a adogéo de
técnicas mais avancadas de Machine Learning e Deep Learning. Basher (2022) realizou um estudo
comparativo entre modelos econométricos tradicionais e algoritmos de aprendizado de maquina,
usando dados de precos do Bitcoin e variaveis macroecondmicas como taxas de juros, inflacdo e
volatilidade de mercado. O autor implementou modelos como logit e florestas aleatorias, comparando
sua eficacia em prever a direcdo dos precos em horizontes de 5, 10 e 20 dias. O estudo destacou que
as florestas aleatdrias, um algoritmo baseado em ensembles de arvores de decisdo, superaram 0S
modelos logit, alcangando precisbes de até 85% para previsdes de longo prazo. Basher também
observou que a volatilidade do mercado era o preditor mais influente, seguida por taxas de juros e

inflacdo, sugerindo a relevancia de fatores econémicos no comportamento do Bitcoin.

2.3 Comparacoes de Modelos e Abordagens Hibridas

Os avangos em aprendizado profundo tém se mostrado particularmente promissores na
previsdo de precos de criptomoedas. Mendes (2022) comparou o desempenho do LSTM (Long Short-
Term Memory) com o0 ARIMA, aplicando esses modelos em dados diarios de pregos do Bitcoin de
2016 a 2019. Utilizando rotinas em Python, o estudo dividiu os dados em conjuntos de treinamento
(83,5%) e teste (16,5%) e avaliou a precisdo dos modelos com métricas como RMSE e MAE. Os
resultados mostraram que o LSTM superou significativamente o ARIMA, melhorando a precisdo das
previsdes em até 94%. Mendes (2022) também destacou que o LSTM ¢é capaz de capturar padrGes
temporais complexos devido as suas células de memdria e mecanismos de portas, que permitem a
retencdo de informacdes relevantes ao longo do tempo.

Norde (2023) expandiu essa analise ao explorar o uso de LSTM e SVM (Support Vector
Machines) na previsdo de pregos de criptomoedas como Bitcoin, Ethereum, Cardano e BinanceCoin.
O estudo implementou técnicas de pré-processamento, como normaliza¢do e imputacdo de valores
ausentes, e comparou o desempenho dos modelos com métricas como Erro Médio Absoluto (EMA) e
Coeficiente de Determinagdo (R?). A pesquisa revelou que o LSTM era mais adequado para prever
criptomoedas como ADA e BNB, enquanto o SVM mostrou um desempenho superior para Bitcoin e
Ethereum. Norde também enfatizou a importancia de escolher a janela temporal correta, observando
que janelas de 90 dias forneceram previsdes mais estaveis.

Seabe, Moutsinga e Pindza (2023) conduziram uma analise aprofundada de trés arquiteturas
de redes neurais recorrentes: LSTM, GRU (Gated Recurrent Unit) e Bi-Directional LSTM (Bi-LSTM).

O estudo utilizou dados diarios de precos do Bitcoin, Ethereum e Litecoin de 2018 a 2023, aplicando

12



técnicas de pré-processamento como MinMaxScaling para normalizar os dados. Os resultados
mostraram que o Bi-LSTM, que processa informagcfes em ambas as direcdes temporais, obteve o
melhor desempenho, com menores valores de RMSE e MAPE. O estudo também sublinhou a
importéncia do ajuste fino de hiperparametros, como o tamanho do lote e 0 nimero de épocas, para

otimizar os modelos.

2.4 Variaveis Exogenas na Previsdo de Precos de Criptomoedas

A incorporacdo de variaveis exdgenas, como dados de tendéncias de busca e anélise de
sentimentos, tem se mostrado uma estratégia eficaz para melhorar a preciséo preditiva. Braga (2023)
investigou a utilidade dos dados do Google Trends na previséo de pregos do Bitcoin com redes LSTM.
O estudo utilizou palavras-chave como "Bitcoin™ e "Crypto" e comparou 0 desempenho de modelos
univariados e multivariados de LSTM. Braga concluiu que a inclusdo dessas variaveis aumentou a
precisdo das previsdes, especialmente em periodos de tendéncia de queda, com melhores resultados
para janelas de 10 dias.

Omole e Enke (2024) introduziram modelos hibridos, como o0 CNN-LSTM, que combinam
redes convolucionais para extracdo de caracteristicas com redes LSTM para modelagem temporal. O
estudo utilizou dados on-chain e implementou técnicas de selecdo de caracteristicas, como Boruta e
GA (Genetic Algorithm), para otimizar a performance dos modelos. O CNN-LSTM mostrou maior
precisdo preditiva, com uma taxa de acerto de 82,44% na previsdo da direcdo dos precos do Bitcoin.
Além disso, os autores testaram diferentes estratégias de trading e descobriram que a estratégia long-
and-short gerou um retorno anual de 6654%, destacando o potencial pratico das previsdes baseadas

em aprendizado profundo.

2.5 Implicacdes para Investidores e Pesquisas Futuras

Os achados desses estudos tém implicacdes significativas para investidores e formuladores de
politicas. Seabe, Moutsinga e Pindza (2023) sugerem que o uso de técnicas avangadas, como o Bi-
LSTM, pode oferecer uma vantagem competitiva no mercado de criptomoedas. No entanto, a pesquisa
também ressalta que a precisdo dos modelos pode ser afetada pela alta volatilidade e pelas mudancas
bruscas no mercado, o que requer uma abordagem de modelagem adaptativa.

Além disso, a integracao de variaveis exogenas, como o sentimento de mercado e o volume de
buscas, destaca a importancia de uma abordagem mais abrangente na anélise preditiva. Omole e Enke

(2024) enfatizam que, embora os modelos baseados em aprendizado profundo sejam promissores, €
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essencial considerar fatores externos, como eventos globais e mudancas regulatorias, para aprimorar

ainda mais a precisdo das previsoes.

3. Metodologia
3.1 Método de Abordagem

Este estudo adota uma abordagem dedutiva, partindo de teorias previamente estabelecidas para
desenvolver e aplicar modelos preditivos no contexto do mercado de criptomoedas. A metodologia
combina métodos estatisticos tradicionais e técnicas avangadas de aprendizado de méquina, com o
objetivo de melhorar a preciséo das previsdes de retornos de criptomoedas, especificamente do Bitcoin.
A implementacdo de redes neurais Long Short-Term Memory (LSTM) em conjunto com dados
exogenos, como tendéncias de busca, exemplifica a integracdo de abordagens classicas e modernas.
Essa combinagdo permite explorar tanto as propriedades temporais dos dados financeiros quanto os
efeitos de interesse popular, refletidos nas tendéncias de busca.

3.2 Tipo de Pesquisa

A pesquisa é quantitativa e descritiva, focada na analise numérica de grandes volumes de dados
financeiros e de tendéncias de busca para prever o comportamento dos retornos do Bitcoin. A
combinacdo de aprendizado profundo com variaveis externas permite a modelagem de padrbes
complexos, ndo capturados por modelos lineares tradicionais, proporcionando uma analise mais
robusta e preditiva. Esta abordagem quantitativa é ideal para identificar correlacdes e testar a eficacia

de diferentes metodologias preditivas.

3.3 Coleta de Dados
e Dados de Precos de Criptomoedas: Os precos historicos e ajustados do Bitcoin (BTC-USD)

foram obtidos do site Yahoo Finance, abrangendo o periodo de 1° de janeiro de 2018 até o final
de outubro de 2024.

e Dados de Tendéncias de Busca: Utilizando a API PyTrends, foram coletadas informacdes de
tendéncias de busca para o termo "Bitcoin"”, desde janeiro de 2018 até outubro de 2024. Essa
abordagem de granularidade diaria permite capturar o interesse publico flutuante em torno do

Bitcoin, refletindo a percepcéo e comportamento dos investidores ao longo do tempo.
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3.4 Preparacao e Pré-processamento de Dados

O pré-processamento dos dados foi uma etapa essencial para garantir a integridade e a
qualidade do conjunto de informac6es utilizado no estudo. Inicialmente, os dados historicos de precos
do Bitcoin foram extraidos e ajustados ao fuso horario UTC, de modo a eliminar qualquer discrepancia
temporal que pudesse comprometer a analise. A seguir, realizamos a conversdo e o alinhamento de
datas para assegurar que 0s registros estivessem sincronizados cronologicamente. Além disso,
aplicamos uma verificacdo de integridade para identificar e tratar valores inconsistentes ou ausentes,
evitando possiveis distor¢es que pudessem impactar os resultados.

Com o objetivo de enriquecer o conjunto de dados, integramos os precos historicos do Bitcoin
com as tendéncias de busca extraidas do Google Trends. Essa combinacdo foi realizada
cuidadosamente para preservar a consisténcia entre as variaveis, utilizando técnicas como o
preenchimento de valores ausentes com o método (fillna). Este método foi escolhido para tratar valores
ausentes por sua simplicidade, eficiéncia e capacidade de preservar a continuidade do conjunto de
dados sem introduzir ruido ou perda de informag®es relevantes. Essa etapa foi crucial para evitar a
perda de informacgdes importantes, garantindo que o conjunto de dados permanecesse completo e
confiavel para analise. A inclusdo dos dados de busca foi concebida para capturar como as variagdes
no interesse publico podem influenciar os movimentos dos retornos do Bitcoin, permitindo explorar
potenciais correlages de forma mais robusta.

Antes de introduzir os dados nos modelos preditivos, foi realizada uma etapa de normalizagao
utilizando o método MinMaxScaler da biblioteca Scikit-Learn, que escalonou os valores para o
intervalo de 0 a 1. Essa técnica foi escolhida porque as redes neurais do tipo LSTM sdo altamente
sensiveis a diferencas de escala entre as variaveis. A normalizacdo ndo apenas promoveu a estabilidade
do treinamento, mas também aumentou a eficiéncia computacional, permitindo que o modelo lidasse
de forma mais precisa com a natureza complexa e ndo linear dos retornos das criptomoedas.

O conjunto de dados foi entdo dividido em duas partes: 80% dos dados foram destinados ao
treinamento do modelo e 20% ao teste. Essa divisdo é amplamente reconhecida na literatura como uma
pratica padrdo em aprendizado de maquina, sendo projetada para garantir que o modelo aprenda com
um volume suficiente de dados, enquanto reserva uma parcela separada para avaliar seu desempenho
em condic@es inéditas. Durante o treinamento, 0 modelo ajustou seus pardmetros com base no conjunto
maior, enquanto o conjunto de teste permaneceu isolado, permitindo uma avaliacdo justa de sua

capacidade de generalizacao.
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Todo o processo de pré-processamento foi planejado para assegurar que os dados estivessem
devidamente preparados para suportar os modelos de redes neurais LSTM, ao mesmo tempo em que

mantivemos a integridade e a consisténcia das informacdes.

3.5 Construcao dos Modelos

Neste estudo, utilizamos trés modelos distintos para prever os retornos do Bitcoin, explorando
tanto abordagens tradicionais quanto modernas. O primeiro modelo aplicado foi o ARIMA, uma
técnica classica de séries temporais que busca capturar padrfes lineares nos dados historicos. Em
seguida, implementamos um modelo LSTM tradicional, que utiliza redes neurais avangadas para
identificar padrdes néo lineares e dindmicos nos dados financeiros, oferecendo uma abordagem mais
sofisticada para lidar com a volatilidade das criptomoedas.

Além destes, desenvolvemos um terceiro modelo LSTM, agora integrado com dados de
tendéncias de busca obtidos através do Py Trends. Esse modelo foi projetado para considerar, além dos
dados histéricos de pregos, o interesse publico em torno do Bitcoin, representado pelo volume de

buscas, com o objetivo de enriquecer a analise preditiva.

3.5.1 Modelo ARIMA

O Modelo Autorregressivo Integrado de Médias Moveis (ARIMA) é amplamente utilizado para
analise de séries temporais financeiras devido a sua estrutura relativamente simples, que combina trés
componentes principais: autorregressdo (AR), integracdo (1) e médias moéveis (MA). Neste estudo, o
ARIMA foi utilizado como referéncia por ser um método classico de previsdo de séries temporais,
adequado para capturar padrdes lineares. No entanto, 0 ARIMA possui limitacdes na captura de ndo
linearidades, que sdo frequentemente observadas nos retornos do Bitcoin, tornando-se menos eficaz

em periodos de alta volatilidade ou quando fatores exdgenos tém impacto significativo.

3.5.2 Modelo LSTM

O modelo LSTM (Long Short-Term Memory) foi construido utilizando a biblioteca
TensorFlow, com o objetivo de explorar a capacidade do aprendizado profundo em capturar padrdes
ndo lineares e dependéncias temporais prolongadas nos dados financeiros. A arquitetura do modelo
incluiu duas camadas LSTM, cada uma com 50 unidades:

e A primeira camada foi configurada para retornar sequéncias, permitindo que a camada
subsequente tenha acesso a toda a informacao temporal, o que é essencial para capturar padrdes

complexos e relacBes sequenciais ao longo do tempo.
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e A segunda camada LSTM fornece uma saida consolidada, representando a informacao mais
relevante extraida ao longo de todo o periodo analisado.

e A (Ultima camada LSTM ndo retorna sequéncias, mas fornece uma saida consolidada,
representando a informacdo mais relevante extraida ao longo de todo o periodo analisado.

Ao final, foi adicionada uma camada densa (fully connected) com uma unidade, responsavel
pela previsdo dos retornos do Bitcoin. Esse modelo visa capturar padrdes essenciais e foi treinado
apenas com os dados financeiros historicos do Bitcoin, oferecendo uma linha de base para comparar o

impacto da inclusdo de variaveis externas.

3.5.3 Modelo LSTM integrado ao PyTrends
O modelo LSTM com PyTrends foi construido de forma distinta do LSTM tradicional, para

incorporar de maneira eficaz as variaveis externas provenientes das tendéncias de busca do Google.
Diferentemente do modelo LSTM tradicional, o LSTM integrado com PyTrends foi estruturado para
trabalhar com um conjunto de dados multivariado, que incluia tanto as séries temporais dos retornos
do Bitcoin quanto os dados das tendéncias de busca. A preparacdo dos dados envolveu escalonamento
separado para os dados financeiros e a variavel externa, seguido pela sua concatenacgdo, garantindo
que cada tipo de dado contribuisse de forma adequada para a modelagem. A arquitetura do modelo
incluiu duas camadas LSTM configuradas para lidar com dados sequenciais:
e A primeira camada LSTM contém 64 unidades e esta configurada para retornar sequéncias,
seguida por uma camada de dropout com taxa de 20% para reduzir o risco de overfitting.
e Asegundacamada LSTM contém 32 unidades e também é seguida por uma camada de dropout
com taxa de 20%, para aumentar a capacidade de generalizacdo do modelo.

Por fim, uma camada densa com uma unidade foi adicionada para realizar a previsdo dos
retornos. O modelo foi compilado utilizando o otimizador Adam, com uma taxa de aprendizado
ajustada para 0,0005, e treinado por 100 épocas com um tamanho de lote de 16. Tais configuracfes
foram escolhidas e testadas, visando maximizar o impacto das informacdes exdgenas, permitindo ao
modelo identificar padrdes ocultos que pudessem néo ser evidentes apenas pelos dados financeiros.

Durante o desenvolvimento, foram realizados vérios testes para identificar os melhores
parametros para o0 modelo. Por exemplo, foram testados diferentes nimeros de unidades nas camadas
LSTM (variando de 32 a 128), diferentes taxas de dropout (de 10% a 50%), e tamanhos de lote (16,
32, 64). Esses experimentos ajudaram a ajustar a arquitetura e os hiperparametros do modelo para

alcancar o melhor equilibrio entre precisdo e capacidade de generalizagdo. Isso visou maximizar o
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impacto das informacdes exdgenas, permitindo ao modelo identificar padrées que pudessem néo ser

evidentes apenas pelos dados financeiros.

3.6 Comparacéo de Capacidade dos Modelos

A principal distin¢do entre os trés modelos esta na capacidade de captar padr6es complexos e
integrar variaveis externas, proporcionando diferentes perspectivas analiticas sobre os retornos do
Bitcoin. O modelo ARIMA, amplamente utilizado para séries temporais financeiras, é eficaz na
identificacdo de relacbes lineares, mas apresenta limitacGes significativas em contextos de alta
volatilidade e néo linearidades, como as encontradas nos retornos de criptomoedas. Por outro lado, o
modelo LSTM tradicional, baseado em redes neurais recorrentes, é projetado para lidar com padrbes
ndo lineares e dindmicas complexas, sendo mais adequado para mercados onde fatores como
volatilidade e interdependéncias temporais sdo predominantes. Adicionalmente, 0 modelo LSTM
integrado com (PyTrends) oferece uma abordagem mais abrangente ao incorporar variaveis externas,
como dados de tendéncias de busca online, para enriquecer a andlise preditiva. O uso de variaveis
como o volume de buscas pelo termo "Bitcoin™ permite explorar a relacdo entre o interesse publico e
os retornos do mercado, frequentemente antecipando movimentos que ndo seriam detectados apenas
por dados financeiros histdricos. Pesquisas anteriores, como as de Preis, Moat e Stanley (2013),
sugerem que picos no interesse de busca podem ser indicadores antecipados de volatilidade no
mercado. Assim, este modelo hibrido combina a robustez das redes LSTM com insights
comportamentais derivados das tendéncias de busca, tornando-se uma ferramenta poderosa para

previsao.

3.7 Treinamento dos Modelos
3.7.1 Treinamento do ARIMA

O modelo ARIMA foi treinado utilizando os dados historicos dos retornos do Bitcoin, com a
ordem do modelo definida por meio da anélise de padrdes de autocorrelacdo e autocorrelagéo parcial.
Para automatizar o processo e identificar os parametros p, d e q que minimizassem o erro preditivo,
utilizamos a funcdo (auto_arima), que realiza uma busca iterativa baseada no critério de informacéo
de Akaike (AIC). Durante o ajuste, varias configuragdes foram testadas, e os resultados indicaram que
o0 modelo ARIMA (2,0,0) com intercepto, apresentou o menor (AIC), destacando-se como a melhor

configuracao.
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3.7.2 Treinamento dos Modelos LSTM

O modelo foi treinado de maneira a garantir uma aprendizagem eficaz dos padrdes presentes

nos dados historicos e na variavel externa:
e Hiperparametros do Treinamento:

Numero de Epocas: Tanto o LSTM tradicional quanto o LSTM integrado com PyTrends foram
treinados por 100 épocas. Esse numero de iteracdes foi escolhido para garantir um equilibrio entre o
aprendizado dos padrdes dos dados e a minimizacao de problemas de overfitting.

Tamanho do Lote: O tamanho do lote foi definido como 32, permitindo um bom compromisso
entre velocidade de treinamento e estabilidade do gradiente durante a otimizacéo.

e Funcdo de Perda e Otimizador:

Funcdo de Perda: Foi utilizada a funcdo de erro quadratico médio (MSE) como métrica de
perda, uma escolha adequada para problemas de regressao como a previsdo de retornos.

Otimizador: O otimizador Adam foi escolhido devido a sua capacidade adaptativa de ajuste da
taxa de aprendizado, facilitando uma convergéncia mais rapida e eficaz.

e Estratégia de Treinamento:

Janela Deslizante: Para capturar a dependéncia temporal nos dados, utilizou-se uma janela
deslizante de 90 dias. Cada janela fornece ao modelo um histérico de trés meses para prever o retorno
do préximo dia. Essa técnica é eficaz para modelar a natureza sequencial dos dados financeiros. No
caso do modelo LSTM integrado com PyTrends, a janela deslizante foi adaptada para incluir ndo
apenas o0s dados financeiros, mas também as variacdes nas tendéncias de busca, permitindo capturar a

interacdo dindmica entre interesse publico e retornos.

3.8 Distin¢do dos Dados
3.8.1 Conjuntos de Teste

Para validar a eficacia dos modelos, foi utilizado um conjunto de teste composto pelos retornos
diarios do Bitcoin a partir de outubro de 2024. Os dados do conjunto de teste foram previamente
filtrados para remover valores ausentes e passaram pelo mesmo pré-processamento aplicado ao
conjunto de treinamento, incluindo escalonamento e normalizacdo por meio do metodo
MinMaxScaler, garantindo que as varidveis permanecessem na mesma escala. Essa abordagem
assegura consisténcia nos dados utilizados para treinamento e validagdo, permitindo uma comparacgao

direta e confiavel entre as previsdes e os valores reais observados.
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3.9 Critérios de Avaliacdo dos Modelos

A avaliacdo dos modelos LSTM e ARIMA foi realizada com base em trés métricas principais,
selecionadas por sua capacidade de medir diferentes aspectos do desempenho dos modelos preditivos:

Erro Quadratico Médio (RMSE): Utilizado para quantificar a médias das diferencas quadraticas
média entre 0s valores previstos e 0s observados, proporcionando uma indicagdo da magnitude média
dos erros. Esta métrica é particularmente Gtil por penalizar erros maiores de forma mais acentuada,
sendo ideal para cenarios em que desvios grandes devem ser rigorosamente considerados.

Erro Absoluto Médio (MAE): Empregado para calcular a media dos erros absolutos entre 0s
valores previstos e os reais, oferecendo uma compreensao direta e intuitiva da preciséo das previsoes
em termos absolutos. Esta métrica é menos afetada por outliers, sendo adequada para avaliar a precisao
média de forma objetiva.

Erro Percentual Absoluto Médio (MAPE): Utilizado para medir o erro médio em termos
percentuais, proporcionando uma perspectiva relativa dos desvios em relagéo aos valores observados.
Esta métrica é valiosa para compreender o desempenho do modelo de maneira proporcional,

facilitando a analise comparativa dos erros em diferentes contextos e escalas.

4. Resultados e Discussao

4.1 Anélise Exploratdria dos Dados

A anélise inicial dos dados consistiu na inspecao visual e estatistica dos pre¢os historicos do
Bitcoin e do interesse publico no termo "Bitcoin", coletado por meio do Google Trends. Durante esse
processo, foi possivel observar possiveis padrbes sazonais, picos de alta volatilidade e correlagdes
potenciais entre 0 aumento das buscas por Bitcoin e as variacdes de preco. Essa analise permitiu
identificar momentos de grande interesse publico, que geralmente coincidem com picos de preco,
sugerindo uma possivel relagdo entre o comportamento dos investidores e a popularidade da

criptomoeda.
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Figura 2 - Volume de Tendéncias de Busca x Prego do Bitcoin (2018-2024)
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Fonte: Elaborado pelo autor com dados extraidos do Yahoo Finance e Google Trends (2024).

A figura 2, ilustra a relacdo entre o preco do Bitcoin, representado pela linha azul (eixo
esquerdo, em USD), e o volume de buscas pelo termo "Bitcoin" no Google Trends, representado pela
linha verde pontilhada (eixo direito, escala de 0 a 100). O preco do Bitcoin mostra alta volatilidade ao
longo do tempo, com picos significativos, especialmente em 2021, enquanto o volume de buscas reflete
0 interesse publico, atingindo seu apice em momentos de maior valorizagdo da criptomoeda. Ambos
os indicadores exibem variacfes relacionadas, sugerindo uma interacdo entre o comportamento do

mercado e o interesse coletivo.

4.2 Resultados dos Modelos

Este estudo utilizou trés modelos distintos para prever os retornos do Bitcoin: ARIMA, LSTM
Tradicional e LSTM com a adicdo de uma variavel externa (dados de busca). Cada modelo apresentou
caracteristicas e resultados especificos, conforme a Tabela 1, que compara o desempenho com base
nas métricas utilizadas. Refletindo as diferentes abordagens de modelagem preditiva para 0 mercado

das criptomoedas.
Tabela 1 — Comparacéo de desempenho dos modelos.

Modelos RMSE MAE MAPE (%)
ARIMA 0.0199 0.0151 152.12
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LSTM Tradicional 0.0194 0.0151 378.05
LSTM Integrado 0.0249 0.0173 280.47

A integracdo de dados de busca, exige um ajuste rigoroso dos hiperparametros para evitar que
0 modelo capte ruidos em vez de padrbes significativos. A falta de assertividade dos parametros
usados, pode ter comprometido a capacidade do LSTM Integrado de aprender relagfes complexas
entre a variavel externa e o retorno do Bitcoin. Além disso, os dados de busca podem ndo apresentar
uma relacdo suficientemente ndo linear com os retornos do Bitcoin para que o LSTM capture padrdes
Uteis, especialmente neste mercado volatil.

O Modelo Autorregressivo Integrado de Médias Moveis (ARIMA) apresentou um RMSE de
0,0199 e um MAE de 0,0151, sugerindo uma boa capacidade preditiva em termos de erro absoluto
médio e raiz do erro quadratico médio. Seu MAPE, de 152,12%, indica um erro percentual
consideravel, o que pode estar relacionado a volatilidade dos dados analisados.

O modelo LSTM tradicional obteve resultados levemente melhores em termos de RMSE
(0,0194) e manteve um MAE igual ao do ARIMA (0,0151). No entanto, apresentou um MAPE
significativamente mais elevado (378,05%), demonstrando que, apesar dos baixos valores absolutos
dos erros, sua precisdo percentual foi menor, possivelmente devido a sensibilidade do modelo a
variabilidade dos dados.

Por outro lado, o LSTM com Dados de Busca, que integrou a variavel externa, apresentou um
RMSE mais alto (0,0249) e um MAE também superior (0,0173). Seu MAPE foi de 280,47%, indicando
que a adi¢do dos dados de busca ndo contribuiu para uma melhora significativa na precisdo do modelo,

mas trouxe um aumento no erro absoluto e percentual.
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Figura 3 — Previsdo LSTM x Retornos Reais (2024-2024)
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Fonte: Elaborado pelo autor com dados extraidos do Yahoo Finance (2024).
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O gréfico da figura 3, compara os retornos acumulados previstos pelo modelo LSTM (linha
azul) com os retornos acumulados reais (linha laranja) durante o periodo de teste, de 5 de outubro a 1°
de novembro de 2024. Enquanto a linha azul representa a soma dos retornos diarios previstos pelo
modelo com base nos padrGes aprendidos, a linha laranja reflete os retornos acumulados reais
observados no mercado. Essa comparagdo permite avaliar a capacidade do modelo de acompanhar a
evolucdo dos retornos ao longo do tempo.

O grafico evidencia que, embora 0 modelo LSTM tenha sido capaz de capturar tendéncias
gerais nos retornos acumulados, ele apresenta limitagdes em cenarios de alta volatilidade ou
movimentos bruscos, o que € comum no mercado de criptomoedas. Essa observacdo destaca a
importancia de explorar melhorias no modelo, como a incluséo de variaveis adicionais ou o ajuste de

hiperparametros, para melhorar sua capacidade preditiva em mercados volateis.

5. Conclustes e Recomendagdes

5.1 Conclusdes Gerais
Este estudo avaliou a eficacia dos modelos ARIMA, LSTM Tradicional e LSTM com Dados

de Busca na previsdo dos retornos do Bitcoin. Cada modelo apresentou pontos fortes e limitagdes
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especificas, destacando diferencas importantes em relacdo a previsao de um mercado t&o volatil como
0 de criptomoedas.

O modelo ARIMA demonstrou um bom desempenho em termos de erros absolutos, como
indicado pelo RMSE e MAE, e ¢ eficaz em capturar relacBes lineares nos dados. No entanto, seu
MAPE elevado indica que ele tem limitacGes para lidar com a alta volatilidade, especialmente em
termos de precisdo percentual. 1sso sugere que o0 ARIMA ndo ¢é ideal para capturar movimentos nao
lineares e eventos imprevisiveis no mercado.

O modelo LSTM Tradicional apresentou um RMSE ligeiramente menor do que o ARIMA, mas
o alto valor de MAPE demonstrou que, embora o modelo tenha capacidade para reconhecer padrdes
complexos e temporais, ele ndo foi suficientemente robusto em termos de precisdo percentual. Sua
sensibilidade a variabilidade dos dados indica que ele ainda enfrenta dificuldades em prever retornos
com precisdo durante momentos de oscilagdo intensa.

O modelo LSTM com Dados de Busca, por sua vez, integrou variaveis externas como o volume
de buscas no Google Trends, mas ndo alcancou o desempenho esperado em termos de precisdo.
Embora tenha apresentado um RMSE mais alto e um MAE superior ao dos outros modelos, seu MAPE
também ndo indicou uma melhora significativa na previsao dos retornos. Esses resultados sugerem
que, apesar de os dados comportamentais agregarem valor a modelagem, eles ndo foram suficientes
para superar as limitagdes do modelo em momentos de extrema volatilidade.

Portanto, os resultados indicam que a previsdo dos retornos do Bitcoin continua sendo um
desafio devido a sua natureza altamente volatil. A combinacdo de dados financeiros tradicionais com
variaveis externas, como o interesse publico, mostra potencial. O uso de dados de tendéncias de busca,
apesar de fornecer insights valiosos, ndo capta integralmente outros fatores fundamentais, como
grandes opera¢es institucionais, noticias financeiras ou eventos geopoliticos. 1sso sugere que as
varidveis externas melhoram a precisdo, mas ndo sao suficientes para garantir previsdes robustas em
todos os cenarios. A inclusdo de variaveis comportamentais, oferece uma nova perspectiva para a
modelagem preditiva de criptomoedas. No entanto, os desafios enfrentados pelo modelo LSTM com
Dados de Busca destacam a necessidade de integrar outros tipos de dados e explorar abordagens

hibridas mais avangadas para aumentar a robustez das previsoes.

5.2 Implicacdes Praticas
Os resultados deste estudo apresentam implicagdes préaticas para investidores e analistas
financeiros interessados na previsdo de precos de ativos digitais. A possibilidade de prever

movimentos de pre¢co com maior precisao pode auxiliar investidores a tomar decisfes mais informadas,
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permitindo a analise de comportamentos e sinais de mercado através de variaveis exogenas. A incluséo
de dados de tendéncias de busca oferece uma nova perspectiva, ajudando a identificar padrdes de
interesse publico que podem preceder variagdes de preco. Isso possibilita ajustes em estratégias de
investimento, como a implementacdo de operacfes de hedge ou decisfes de compra e venda mais

assertivas em momentos de volatilidade.

5.3 LimitacOes do Estudo

Este estudo enfrentou algumas limitagdes importantes que devem ser consideradas ao
interpretar os resultados. A principal limitacdo refere-se a alta volatilidade do mercado de
criptomoedas, caracterizada por movimentos bruscos e imprevisiveis que 0s modelos de previsdo,
incluindo os LSTM, ndo conseguem capturar completamente. Mesmo o LSTM com Dados de Busca,
que apresentou melhor desempenho, mostrou limitacGes em capturar eventos inesperados, como crises
politicas ou grandes ataques a exchanges, que causam flutuacdes extremas nos precos. Esses eventos
representam desafios, pois surgem abruptamente e afetam a eficécia de qualquer modelo preditivo que
dependa apenas de dados historicos e variaveis exdgenas.

Além disso, a inclusao da variavel externa, como dados de tendéncias de busca, embora agregue
valor ao modelo, ndo € suficiente para capturar a complexidade completa dos fatores que impactam o
mercado de criptomoedas. Existem influéncias consideraveis provenientes de operacdes institucionais
de grande porte, eventos geopoliticos significativos e outras informacdes financeiras, que ndo foram
integradas neste modelo, limitando sua robustez, especialmente em momentos de crise. Dessa forma,
0 uso de dados de busca, enquanto Util, representa apenas uma dimensdo do comportamento do
mercado.

A qualidade dos dados também apresentou desafios. A coleta de dados sobre tendéncias de
busca e precos historicos esta sujeita a limitacGes de granularidade e de atualizacdo em tempo real, 0
que pode impactar a precisdo das previsées. Além disso, o ajuste dos hiperparametros dos modelos
LSTM é um processo complexo que exige cuidados para evitar overfitting, especialmente devido a
alta variabilidade dos dados financeiros, o que dificulta a generalizagdo dos resultados.

5.4 Recomendacdes para Pesquisas Futuras

Para futuras pesquisas, sugere-se a ampliagdo da varidvel externa utilizada, incluindo
indicadores macroecondémicos, anélises de sentimentos em redes sociais e noticias financeiras em
tempo real. 1sso permitiria uma compreensao mais abrangente dos fatores que influenciam os retornos

do Bitcoin e das criptomoedas em geral. A incluséo de dados de redes sociais, como Twitter e Reddit,
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pode ajudar a capturar melhor o sentimento do mercado e antecipar oscilagcdes inesperadas. As analises
de sentimento oferecem insights sobre a percep¢do publica, o que pode ser especialmente atil para
prever mudancas abruptas nos precos em resposta a eventos de impacto.

Além disso, outras variaveis exogenas importantes incluem indices de liquidez do mercado,
que monitoram a facilidade de transacé@o e podem indicar momentos de pressdo de compra ou venda.
Indicadores de volatilidade, como o indice de volatilidade implicita, também sdo Uteis, pois refletem
o0 nivel de incerteza no mercado e podem antecipar periodos de maior flutuacdo de precos. Dados de
transacGes on-chain, que monitoram o volume e o valor das transacdes na rede de Bitcoin, podem
fornecer informacGes valiosas sobre 0 comportamento dos investidores e a movimentacao de grandes
quantias, sinalizando possiveis mudancas de tendéncia.

Fatores como dados de taxas de financiamento de contratos futuros e de derivativos de
criptomoedas também sdo relevantes, pois indicam o nivel de alavancagem e o sentimento de alta ou
baixa entre os participantes do mercado. Indicadores de adog¢éo tecnoldgica, como o nimero de novos
enderecos de carteira e 0 volume de transacdes diarias, ajudam a entender o crescimento e o uso da
rede, que podem estar relacionados a aumentos ou quedas na demanda. Finalmente, variaveis
relacionadas ao clima regulatorio global, como anuncios de novas regulamentacdes ou restricdes em
mercados importantes, podem ter impactos significativos nos precos das criptomoedas e sdo fatores
essenciais para capturar a complexidade do mercado.

Além disso, recomenda-se explorar modelos hibridos avancados, como a combinacao de redes
convolucionais (CNN) com LSTM, o que pode aprimorar a extracao de caracteristicas complexas dos
dados, possibilitando a identificacdo de padrbes mais sutis que impactam o preco. A aplicacdo de
arquiteturas hibridas permite uma abordagem mais holistica dos dados, combinando analises temporais
e caracteristicas visuais ou de padrdes mais profundos, aumentando a precisdo preditiva.

Outra recomendacdo é a implementacdo de técnicas de ajuste adaptativo e re-treinamento
continuo dos modelos, permitindo que eles se adaptem melhor & mudancas frequentes e abruptas das
condi¢bes do mercado. O uso de técnicas de aprendizado continuo possibilitaria que o modelo se
adaptasse dinamicamente a novas informag6es, uma caracteristica essencial em mercados de alta
volatilidade como o de criptomoedas.

Por fim, explorar o impacto de eventos exdgenos, como regulamentacBes ou crises politicas,
pode ser valioso para entender como esses fatores influenciam o comportamento do mercado de
criptomoedas. 1sso ajudaria na elaboracdo de estratégias de mitigacdo de risco para investidores e
possibilitaria uma analise mais detalhada de como esses eventos afetam os retornos de forma imediata

e duradoura. Além disso, a implementacdo de técnicas de ajuste dinamico de hiperpardmetros pode
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melhorar a adaptabilidade dos modelos em tempo real, especialmente em mercados com rapida
mudanca de comportamento.

Em sintese, este estudo demonstra o potencial dos modelos LSTM na previsao de retornos de
criptomoedas, mas sugere que a inclusdo de variveis adicionais e a utilizagdo de modelos hibridos e
de aprendizado adaptativo poderiam aprimorar a precisdo e a aplicabilidade préatica das previsoes.
Estudos futuros podem se beneficiar ao incorporar mais variaveis externas, incluindo dados de redes
sociais, indicadores macroeconémicos e analises de sentimento, 0 que permitiria uma compreensao
mais ampla dos fatores que afetam o mercado. A combinacdo com arquiteturas hibridas e o uso de re-
treinamento continuo sdo recomendacBes chave para melhorar a capacidade preditiva e adaptar os

modelos a um ambiente de mercado em constante evolucao.
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